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   록

오늘날 감정 표 이 서툰 유아가 처한 극도의 스트 스 상태를 자동 으로 악하는 것은 

유아의 안 을 하며 지속 으로 발생하는 험 상황의 실시간 인 인지를 해 반드시 

필요한 기술이다. 따라서 본 논문에서는 생체신호를 활용하여 유아의 스트 스 상태를 

분류하기 한 기계학습 기반의 모델과 생체신호 수집용 스마트 밴드  모니터링용 모바일 

어 리 이션을 제안한다. 구체 으로 본 연구에서는 유아의 감정을 나타내는 주요한 요인이 

되는 음성  심박 데이터의 조합을 활용하여 기존에 리 알려진 데이터 마이닝 기법을 통해 

유아의 스트 스 상태 패턴을 학습하고 측한다. 본 연구를 통해 생체신호를 활용하여 

유아의 스트 스 상태 식별을 자동화할 수 있는 가능성을 확인하 으며 나아가서 궁극 으로 

유아의 험 상황 방에 활용될 수 있을 것으로 기 된다.

ABSTRACT

Recently, identification of the extremely stressed condition of children is an essential skill 

for real-time recognition of a dangerous situation because incidents of children have been 

dramatically increased. In this paper, therefore, we present a model based on machine 

learning techniques for stress status identification of a child by using bio-signals such as 

voice and heart rate that are major factors for presenting a child’s emotion. In addition, 

a smart band for collecting such bio-signals and a mobile application for monitoring child’s 

stress status are also suggested. Specifically, the proposed method utilizes stress patterns 

of children that are obtained in advance for the purpose of training stress status identification 

model. Then, the model is used to predict the current stress status for a child and is designed 

based on conventional machine learning algorithms. The experiment results conducted by 
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using a real-world dataset showed that the possibility of automated detection of a child’s 

stress status with a satisfactory level of accuracy. Furthermore, the research results are 

expected to be used for preventing child’s dangerous situations.

키워드：생체신호, 기계학습, 스트 스 상태 식별, 데이터마이닝, 데이터분석

Bio-signals, Machine Learning, Stress Status Identification, Data Mining, Data Analysis

1. 서  론

오늘날 빈번한 유아 사건사고의 발생으로 

유아 안 에 한 사회 인 심이 높아지

면서 유아의 상태를 실시간으로 단할 수 

있는 기술의 필요성이 증 되고 있다[15, 16]. 

유아의 경우 험 상황에 처했을 때 보호자

에게 스스로 도움을 요청하는 것에 어려움이 

존재한다. 이와 련된 문제 상황들이 사후에 

밝 지면서 보호자들의 불안이 가 되고 있다. 

최근 발생한 어린이집에서의 학 사건  통

학버스 방치로 인한 사망사고 등은 문제 상황

의 뒤늦은 인지로 유아의 안 을 한 

로서 유사한 사건사고들이 지속 으로 발생하

고 있다[22, 32]. 

유아가 처한 험 상황의 즉각 인 인지

는 보호자가 상황에 빠르게 처하기 해서 

필요하다. 유아의 험 상황 인지를 하여 

CCTV가 리 활용되고 있으나 보호자가 CCTV

를 시시각각 측하여 문제 상황을 즉각 으로 

발견하는 것은 실 으로 어렵다. 한, CCTV

는 개개인이 아닌 다수를 상으로 한 상신

호에 국한되고 사각지 가 존재하여 잠재 인 

폭력, 사고 등을 인지할 수 없다는 한계를 지니

고 있다. 따라서 보다 근본 인 험 상황 인지

를 하여 유아가 극도로 스트 스를 받는 

상태를 실시간으로 식별할 수 있는 해결방안

이 필요하다.

기존의 연구에서는 개인의 스트 스 상태를 

식별하기 한 방법으로 생체신호를 활용하

다. Bakker et al.[4], Healey and Picard[10], 

Jung and Yoon[11]은 각각 근로자, 운 자, 노

인을 상으로 생체신호를 수집한 후, 스트

스 수 을 평가하 다. 한 Setz et al.[29], 

Melillo et al.[21], Kurniawan et al.[14]은 학습

능력을 요구하는 시험을 실시하여 실험환경을 

조성한 후, 스트 스 상태를 식별하 다. 그러

나 기존 연구들은 사후 인 상황 식별을 고려

하고 있으며 언어  인지 능력이 충분히 발달

하지 않은 유아에게 합한 요인들을 복합

으로 고려하지 않았다는 한계를 지닌다.

따라서 본 논문에서는 음성 데이터와 심박 

데이터의 조합을 활용하여 유아 스트 스 

상태 식별 모델을 제안한다. 유아의 웃음  

울음소리와 같은 음성 데이터는 감정 표 이 

서툰 유아의 스트 스 상태를 인지할 수 있

는 요한 요인이 된다[9, 23, 28]. 한 심박 데

이터는 스트 스 식별에 가장 많이 활용되는 

생체 신호로써 유아의 고조된 긴장 상태를 

악할 수 있는 근거가 된다[21, 24]. 한, 두 

데이터의 조합은 언어  인지능력과 계없

이 스트 스 상태 식별에 활용할 수 있기 때문

에 유아에게 합하다.

유아 스트 스 상태 식별을 해서는 기계

학습의 의사결정나무(DT, Decision Tree), 서포

트벡터머신(SVM, Support Vector Machine), 
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나이 베이즈(NB, Naive Bayes) 모델을 활용한

다. 이 모델들은 표 인 분류 알고리즘으로서 

멀티모달 데이터를 학습한 사용자 측, 문서의 

자동 분류 등에서 리 활용되고 있다[6, 12, 26]. 

구체 으로 분류 모델을 이용하여 음성 데이터

와 심박 데이터를 토 로 식별 모델을 생성한 

후, 새로운 데이터를 입력받으면 유아의 스트

스 상태 여부를 분류한다.

나아가서 유아의 생체신호를 수집 한 후 

스트 스 상태를 식별하고 그 결과를 모니터

링할 수 있는 시스템을 제안한다. 제안된 시스

템은 다음과 같이 세 가지 구성 요소를 포함한

다. 첫 번째로 유아의 생체신호를 수집하기 

하여 음성  심박 센서를 탑재한 스마트 밴

드를 개발한다. 두 번째로 수집된 생체신호는 

본 논문에서 제안하는 유아 스트 스 상태

식별 모델에 의해 계산되어 스트 스 상태를 

식별한다. 마지막으로 식별된 결과를 실시간으

로 모니터링할 수 있는 모바일 어 리 이션

을 개발한다. 제안된 시스템을 통하여 보호자

는 유아의 문제 상황을 실시간으로 인지하

고 처할 수 있다.

한 음성 데이터만을 사용한 데이터 집합

과 음성 데이터와 심박 데이터를 함께 사용한 

데이터 집합의 비교 실험을 통하여 두 생체 데

이터 조합의 실효성을 검증한다. 실험 결과, 음

성 데이터와 심박 데이터를 함께 사용한 데이

터 집합에서 SVM 모델이 약 89%의 정확도로 

가장 높은 모델 성능을 보 으며, 이를 통해 

유아의 스트 스 상태식별을 자동화할 수 있

는 가능성을 확인하 다.

본 논문의 구성은 다음과 같다. 제2장에서는 

생체 데이터를 활용한 스트 스 상태식별과 

련한 기존 연구들을 서술하며, 제3장에서는 

유아 스트 스 상태식별 모델  임워

크를 제안한다. 제4장에서는 시스템 구 과 함

께 모델을 이용한 실험  결과를 보여주며 마

지막으로 제5장에서는 추후의 연구방향 제시

와 함께 결론을 맺는다.  

2. 련 연구

본 장에서는 생체신호를 활용한 스트 스상

태식별과 련된 기존 연구를 목 , 사용된 생

체신호, 분석 기법에 따라 <Table 1>과 같이 

요약할 수 있다.

기존 연구들은 생체신호로써 심박(HR, Heart 

Rate), 피부 도도(GSR, Galvanic Skin Re-

sponse), 심 도(ECG, Electrocardiogram), 근

도(EMG, Electromyography), 뇌 (EEG, 

Electroencephalography) 등의 다양한 조합을 

활용하여 스트 스 상태를 식별하 다. 이  

심박 데이터는 스트 스 식별에 가장 많이 이

용되고 있으나 심박의 변이는 스트 스 외의 

다양한 환경에서 발생할 수 있기에 다른 데이

터와 함께 활용되고 있다[30]. Sun et al.[31]

은 심박 데이터와 함께 피부 도도  가속도

계(Accelemeter) 데이터를 사용하여 물리  

활동에서의 스트 스를 식별하 다. 그러나 피

부 도도는 다른 생체신호보다 움직임에 민감

하기 때문에 움직임이 많은 상황에서 정확한 

데이터를 얻기 힘들다.

한편, 유아의 울음소리는 유아의 감정을 

나타내는 주요한 요인이 된다[28]. Abou-Abbas 

et al.[1], Rosales-Pérez et al.[27], Ruvolo and 

Movellan[28]은 울음소리를 포함한 음성 데

이터를 감지하는 모델을 제안하 다. 이 , 
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Objects(Topics) Signals Used Analysis Methodologies References

Activity-aware mental stress detection 

(sitting, standing and walking)

HR, GSR, 

Accelemeter

DT, SVM, 

Bayes network
Sun et al.[31]

Stress elicitation by examination
Voice, GSR

DT, SVM,

K-Means,
Kurniawan[14]

HR Latent dirichlet allocation Melillo et al.[21]

Multi-level assessment model 

for monitoring elder’s health condition

HR, EEG,

ECG

SVM, DT,

Expectation 

maximization

Jung and Yoon

[11]

Personal health system for detecting stress GSR
Latent dirichlet 

allocation, SVM
Setz et al.[29]

Automatic cry detection in early childhood Voice Gentle-boost
Ruvolo and

Movellan[29]

Automatic classification of infant crying for 

early disease detection
Voice

Genetic selection of 

a fuzzy model

Rosales-Pérez 

et al.[27]

Automatic detection of the expiratory and 

inspiratory phases in newborn cry signals
Voice Hidden markov model

Abou-Abbas 

et al.[1]

Automatic identification of stress causes of 

employees
GSR Adaptive windowing Bakker et al.[4]

Detecting real-world driving stress
HR, EMG,

Respiration
Continuous correlations

Healey and

Picard[10]

<Table 1> Summary of Related Studies

Ruvolo and Movellan[28]는 유치원의 일상소리

에서 울음소리를 감지한다는 에서 본 연구와 

유사하다.

한 Kurniawan et al.은 음성 데이터를 활

용하여 피실험자가 내뱉는 단어를 분석하여 

스트 스를 식별하는 실험을 진행하 다[14]. 

이 외로 Setz et al.[29]과 Melillo et al.[21]은 

피실험자에게 학습능력을 요구하는 시험을 실

시하여 실험 환경을 조성하 다. 

이처럼 기존의 연구들은 언어  인지 능력

이 충분히 발달하지 않은 유아에게 용하

기에 어려움이 존재한다. 한, 음성 데이터를 

활용한 연구의 경우 연구의 목 이 유아의 

험 상황 인지의 측면이 아니라 질병 여부를 

측하는 의학 인 측면 혹은 로  개발과 같

은 교육 인 측면이라는 에 차이가 있다.

본 논문에서는 기존 연구들이 가지는 한계

을 고려하여 유아에게 합한 음성  심

박 데이터의 조합을 사용한다. 한, 두 가지의 

생체신호를 활용한 유아의 스트 스 상태식

별 모델을 통해 유아의 험 상황을 감지할 

수 있는 연구를 제안한다. 

3. 유아 스트 스 상태 식별 모델

 본 장에서는 유아 스트 스 상태식별 모

델을 제안한다. 제3.1 에서는 본 연구에서 다

루고자 하는 유아의 스트 스 상태에 하

여 정의하며, 제3.2 에서는 유아 스트 스 
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<Figure 2> Proposed Framework for Stress Status Identification of a Child

<Figure 1> Definition of Stress Status 

According to the Combination 

of Voice and Heart Rate

상태식별 모델의 체 인 임워크를 보여

다. 제3.3 에서는 데이터 표   처리 과

정을 서술하고 마지막으로 제3.4 은 기계학습

을 활용하여 제안된 유아 스트 스 상태식

별 모델을 서술한다.

3.1 스트 스 상태 정의

<Figure 1>은 음성 데이터와 심박 데이터

의 조합에 따른 유아 스트 스 상태의 정의

를 도식화하고 있다. L1과 L3는 유아에게 일

반 으로 발생할 수 있는 상황을 나타내며 L2

와 L4는 그 외로 발생할 수 있는 외 인 상

황을 나타낸다.

L1은 유아가 울고 있을 때 심박 수가 높은 

상태로써 ‘Stress’로 정의한다. 반면에 L3는 

유아가 울지 않을 때 심박 수가 낮은 상태로써 

‘Non-Stress’로 정의한다. L1과 L3는 각각 

유아가 스트 스를 받으면서 울고 있을 때와 

유아가 휴식을 취할 때의 상황으로 를 들 

수 있다.

한편 L2는 유아의 심박 수가 낮으나 유

아의 울음소리가 인식되는 상태이다. 를 들

어 찰 상의 유아는 울고 있지 않으나 

에 있는 다른 유아가 우는 상황이 될 수 있다. 

L4는 심박 수가 높으나 유아가 울지 않는 상

태이다. 를 들어 유아가 달리기와 같은 체

육 활동으로 인하여 심박 수가 올라간 상황이 
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<Figure 3> Flow of Input Data Representation and Feature Extraction

될 수 있다. L2와 L4는 L3과 함께 ‘Non-Stress’

로 정의한다.

즉, L1 만이 유아가 스트 스를 받는 상태

를 나타내며 그 외의 L2, L3, L4는 모두 유아

가 스트 스를 받지 않는 상태를 나타낸다.

3.2 임워크

<Figure 2>는 본 논문에서 제안하는 유

아 스트 스 상태식별 모델의 임워크를 

보여 다. 먼  음성  심박 데이터로 이루어

진 입력 데이터는 처리 과정을 거쳐 학습 데

이터(Training Data)로 이용되며, 학습 데이터

는 유아의 스트 스 상태식별 모델을 생성

한다.

생성된 모델은 학습 데이터가 아닌 새로운 

실험 데이터(Testing Data)에서 유아의 스트

스 상태식별을 해 활용된다. 실험 데이터

가 모델에 용되면 유아의 상태는 ‘Stress’ 

는 ‘Non-Stress’로 식별된다. 한 실험 데이

터는 유아 A(Child A)가 착용한 웨어러블 디

바이스인 스마트 밴드로부터 음성과 심박 신호

의 입력 데이터를 수집한 후 처리 과정을 거

쳐 이용된다. 

식별 결과는 유아 보호자(Parents)의 모

바일 어 리 이션에 실시간으로 송된다. 스

마트 밴드로부터 유아의 스트 스 상태가 

감지되면 모바일 어 리 이션은 보호자에게 

유아의 상태를 알림으로 송하여 험 상

황을 즉각 으로 인지할 수 있도록 한다. 
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No Features No Features No Features

1 Power Spectrum 10 Spectral Flux 19 Fraction of Low-Energy Frames

2 Magnitude Spectrum 11 Partial-Based Spectral Flux 20 Linear Predictive Coding

3 Magnitude Spectrum Peaks 12 Method of Moments 21 Beat Histogram

4 Spectral Variability 13 Area Method of Moments 22 Strongest Beat

5 Spectral Centroid 14
Mel Frequency Cepstral 

Coefficient(MFCC)
23 Beat Sum

6
Partial-Based Spectral 

Centroid
15

Area Method of Moments 

of MFCCs
24 Strength of Strongest Beat

7
Partial-Based Spectral 

Smoothness
16 Zero Crossings 25

Strongest Frequency via Zero 

Crossings

8 Compactness 17 Root Mean Square 26
Strongest Frequency via 

Spectral Centroid

9 Spectral Roll-off Point 18
Relative Difference 

Function
27

Strongest Frequency via FFT 

Maximum

<Table 2> Representative Sound Features

3.3 데이터 표   처리

본 연구에서는 총 개의 인스턴스(Instance),  

     ⋯ 를 사용하며 의 원소

는 독립 동일 분포(Independent Identical Dis-

tribution)를 가진다. 각 인스턴스는 한 개의 심박 

데이터와 개의 음성 데이터로 구성되며 그  

번째 인스턴스는 입력벡터     ⋯   

   ⋯ 로 표 된다. 한, 에서  입력벡

터의 번째 속성들의 집합은   

⋯       ⋯ 로 표 되며 와 

′

 

′ 


′ ⋯ 


′   ≠′  ′    ⋯ 는 

서로 독립임을 가정한다.

<Figure 3>은 입력벡터를 생성하는 과정을 

도식화하고 있다. 구체 으로, 심박 데이터로

는 분당 심박수 값(BPM, Beats Per Minute)을 

사용하 으며 이는 연속된 두 번의 심장 박동 

간의 시간 간격(R-R Interval)에 의해 계산된

다. 이 때, 첫 번째 심장 박동의 피크 값을 이

라 하고 두 번째 심장 박동의 피크 값을 라 

한다. 과   간의 시간 간격이 60 일 경우 

심장 박동 발생 시, 번째 입력벡터의 분당 심

박수       ⋯ 는 식 (1)과 같이 계산한

다[2]. 최종 으로 는 식 (2)와 같이 정규화를 

통해 번째 입력벡터의 첫 번째 원소인   

    ⋯ 로 설정된다.

  


               (1)


′

′

   
′

        (2)

여기에서 
′ , ′    ⋯ 는 에서의 

최솟값을 의미하며 
′ , ′    ⋯ 는 

에서의 최댓값을 의미한다.

음성 데이터는 소리특징추출기를 통해 일련

의 과정을 거쳐 추출된 소리의 특징 값이다. 이 

때 소리의 특징 값이란 소리가 가지는 특징들
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을 푸리에 변환(Fourier Transform)을 통해 수

치화시킨 값이며, 소리가 입력되면 다운 샘

링(Down Sampling)과 도윙(Windowing)의 

처리 과정을 거친다[19]. 다운 샘 링은 출력 

데이터를 추출하는 시간을 이기 해 사용

되며 도윙은 소리의 특징이 불연속 으로 

격히 변하는 것을 막기 해 사용된다[18, 7]. 

마지막으로 소리 특징 값의 정규화를 거쳐 최

종 인 음성특징 값을 추출한다.

본 논문에서는 소리 특징 값의 추출을 하

여 공개된 소리특징추출기 라이 러리를 사용

하 다[20]. <Table 2>는 McKay의 연구에서 

사용되는 소리특징추출기 라이 러리를 통해

서 추출된 표 인 값들의 특징을 나타낸다

[19].

한 입력벡터에서 제안 모델을 통해 측되

는 유아의 상태식별 결과      ⋯ 

는 식 (3)과 같이 ‘Stress’ 상태인 와 ‘Non-Stress’ 

상태인 로 분류된다. 

 











       ′′


 

(3)

3.4 유아 스트 스 상태식별 모델

본 연구에서는 표 인 기계학습 분류모델

인 NB, DT, SVM을 용하여 유아의 스트

스 상태를 식별한다.

첫 번째 분류모델 NB는 ,     ⋯ 가 

상태 에 속할 확률           ⋯ 

를 식 (4)와 같이 계산하며 상태 에 속할 확률 

 
         ⋯ 는      

  와 같이 계산한다.

         



 ∙⋯ 

∝

′ 

  



′ 
′ 

(4)

연속 인 값을 지니는 심박  음성 데이터는 

감독 이산화(Supervised Discretization)를 거

쳐 활용하 다[8]. 한, 집합 의 원소가 독

립을 가정하기 때문에   ⋯  는 


  



′ 
′   ′    ⋯      ⋯ 

으로 다시 나타낼 수 있다. 계산된 확률 값을 

바탕으로 NB는       ⋯ 에서  

   
 인 경우 상태 로 분류

하며, 반 의 경우 로 분류하여 의사결정을 

한다.

두 번째 분류모델 DT는 가장 큰 정보이득량

(Information Gain)을 갖는 입력벡터 속성을 

결정 노드(Decision Node)로 선택하여 최종 의

사결정 값을 분류할 때까지 가지를 개한다

[24]. 정보이득량은 엔트로피를 기반으로 계산

되며 엔트로피는 에서   는 의 혼잡성을 

계산하며 유아가 주로 스트 스를 받거나 

반 로  스트 스를 받지 않는 경우와 같

이   혹은 의 한 가지의 상태만을 가질 때 

최소가 된다.

결정노드가 되는 입력벡터의 속성은 

 




 


 ⋯ 


라 표기된다. 연속형 원소를 

갖는 

에서 분할 (Split Point)을 설정하기 

해 

에서 연속된 원소 두 개의 평균을 계산

한다. 총 -1개 평균에서의 엔트로피를 계산 

후 엔트로피가 가장 낮을 때를 분할  
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<Figure 4> Outside(a) and Inside(b) of the Developed Band, and a Screenshot 

of Data Receiving Application(c)

라 할 때, 의사결정나무는 <와 >

으로 의사결정 값을 분류한다[8].

마지막 분류모델 SVM은 벡터 공간에서 

에 속한 입력벡터와 에 속한 입력벡터 사이

의 마진(Margin)을 최 화하는 별 경계를 

찾아 유아의 스트 스 상태를 분류하며 식 

(5)는 목 함수를 나타낸다.

 

∥∥ 
  





      ∙    ≥ 

       ≥ 

      
  



 ≤ 

         ⋯ 

(5)

여기에서 는 유아의 상태로서 에서 1의 

값을 가지며 에서 -1의 값을 가진다. 는 

별 경계에 수직인 법선 벡터를 의미한다. 본 논

문에서는 와   만으로 분류할 수 없는 데이

터의 노이즈를 감안하여 별 경계에 여유를 

둔 소 트 마진 방식을 사용한다. 는 모델이 

감안하는 오류의 크기이며 는 별 경계선의 

향을 조 하는 변수이다.

SVM은 학습 데이터를 통하여 별 식 




∙ 
  이 생성되면 입력벡터

가 


∙ 
   에 속하는지 


∙  

 
   에 속하는지에 따라 유아의 

스트 스 상태를 분류한다.

4. 시스템 구   실험결과

4.1 스마트 밴드 구

<Figure 4>는 개발된 스마트 밴드의 로

토타입과 데이터 수신 로그램을 보여 다. 
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스마트 밴드는 유아 맞춤형 밴드로서 음성 

센서와 심박 센서가 내장되어 있다. 생체신호

는 두 가지의 센서를 통하여 수집된다.

<Figure 4>의 (a)는 스마트 밴드의 외형을 

나타낸다. (a-1), (a-2), (a-3)은 각각 밴드의 

앞면, 뒷면, 착용 상태의 모습을 보여 다. (b)

는 스마트 밴드의 내부로 (b-1), (b-2), (b-3)에

서 음성 센서, 심박센서, 배터리와 충  단자를 

포함한다.

<Figure 4>의 (c)는 스마트 밴드로부터 수집

되는 데이터를 확인할 수 있는 어 리 이션의 

화면이다. 개발된 데이터 수신 어 리 이션을 

통하여 밴드의 연결 상태  데이터 수집 상태를 

확인할 수 있다. 수집된 데이터는 처리 과정을 

거친 후 입력벡터를 형성하며, 입력 벡터는 서버

로 송되어 데이터베이스에 장된다.

4.2 모바일 어 리 이션 구

<Figure 5>는 보호자가 심 있는 유아

의 스트 스 상태를 시간에 따라 모니터링 할 

수 있는 모바일 어 리 이션 화면을 나타낸

다. 모바일 어 리 이션은 실시간  과거 시

간 별 유아의 스트 스 상태 정보를 보여

주며 사용자가 습 이고 지속 으로 사용함

으로써 간편하고 실시간 인 모니터링의 매개

체 역할을 수행할 수 있다[13, 25].

구체 으로 모바일 어 리 이션은 스마트 

밴드와 일 일 연동되어 동작되어, 스마트 밴드

에서 실시간으로 송하는 정보와 데이터베이

스에 장 된 지나간 정보들을 한 화면에서 보여

다. 만약 유아의 상태가 스트 스로 식별된

다면 모바일 어 리 이션은 알림을 통하여 보

호자에게 즉각 인 상황을 달할 수 있다.

Child and TimeInformation
Summary ofStress Status

Results ofStress Statues Over time 
<Figure 5> Screenshot of Mobile 

Application for Parents

4.3 실험 환경

본 논문에서 제안하는 유아 스트 스 

상태식별 모델 검증을 한 실험 데이터로

는 <Table 3>과 같이 두 가지의 데이터 집합

(Dataset)을 구성하 다.

Datasets Features Used

Dataset EH Sound Features

Dataset IH
Sound Features and 

a Heart Rate Feature

<Table 3> Dataset Descriptions

먼  Dataset EH는 입력 벡터의 속성이 음

성 데이터에서 추출된 소리 특징 값으로만 구

성되어 있다. 반면 Dataset IH는 음성 데이터

와 심박 데이터의 조합을 사용하여 입력 벡터

의 속성이 음성 특징 값과 함께 심박 특징 값을 

포함하여 구성되어 있다.
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구체 으로 음성 데이터는 10  동안의 기록

으로 다양한 소리  음향효과를 포함하는 공

개된 데이터[3]를 이용하여 ‘Stress’ 상태를 표

하는 데이터로써 울음소리를, ‘Non-Stress’ 

상태를 표 하는 데이터로써 웃음소리, 화소

리, 비명소리, 박수 소리  생활 잡음을 구성하

다. 한 음성 데이터 추출 시 설정은 기존 

연구들을 참고하여 표본 추출 비율(Sampling 

Rate) 16kHz에서 도우의 사이즈는 32ms로 

설정하며 데이터의 손실을 최소화하기 하여 

도우를 겹치는 오버래핑(Overlapping)을 66%

로 설정하여 진행했다[17].

심박 데이터는 일반 피실험자 6명을 상으

로 일주일동안 일상 생활에서의 데이터를 수

집한 후 설문조사를 통해 피실험자가 스트

스 상태에 있을 때와 비스트 스 상태에 있을 

때의 심박 수를 분류하 다. 그 후, 수집한 음

성 데이터를 듣고 각 음성과 합한 상태일 때

의 심박수 값을 피실험자들의 심박수 값과 비

교하여 문가의 견해에 따라 형성하 다.

데이터 집합 입력벡터의 수는 Dataset EH

와 Dataset IH 모두 총 496개이며 상태 로 구

분되는 입력벡터 수는 124개, 로 구분되는 입

력벡터 수는 372개로 구성되어 있다.

분류 모델의 라미터 설정은 다음과 같다. 

DT 모델은 불필요한 트리의 개를 막기 해 

가지치기 방식을 선택하여 가지치기를 조 하

기 한 임계값으로 0.5로 설정하 다. SVM 

모델은 선형 커 을 사용하 으며, 의 값을 

1.0으로 설정하 다.

제안된 모델의 성능을 평가하기 한 지표

로써는 데이터의 불균형을 고려하여 일반 정

확도(Accuracy)와 균형된 정확도(Balanced 

Accuracy)를 함께 사용하 다. 균형된 정확도

는 불균형한 데이터 집합에서의 편향된 분류

를 감지할 수 있으며 균형 인 데이터 집합을 

가질 때 수 으로 일반 정확도와 같은 값을 

갖는다[5].

 본 논문에서 일반 정확도는 식 (6)과 같이 

체 데이터의 개수에서 유아의 상태를 올바

르게 분류한 데이터 개수의 비율을 의미한다.




(6)

여기에서 TP(True Positive)와 TN(True Negative)

는 각각 유아가 스트 스를 받을 때 로 옳게 

분류한 결과와 유아가 스트 스를 받지 않을 

때 로 옳게 분류한 결과를 의미한다. 반면 

FP(False Positive)와 FN(False Negative)은 

각각 유아가 스트 스를 받고 있지 않으나 

로 잘못 분류한 결과와 유아가 스트 스를 

받고 있으나 로 잘못 분류한 결과를 의미한다.

균형된 정확도는 실제 유아가 스트 스를 

받을 때 로 분류한 비율인 식 (7)의 민감도

(Sensitivity)와 실제 유아가 스트 스를 받

고 있지 않을 때 로 분류한 비율인 식 (8)의 

특이도(Specificity)를 이용하여 식 (9)와 같이 

계산한다.

 


   (7)

 


      (8)



  
(9)

학습 데이터와 실험 데이터의 비율은 9:1로 

10겹 교차 검증(10-folds cross validation)을 
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Dataset EH Dataset IH

Naïve Bayes
Decision 

Tree
SVM Naïve Bayes

Decision 

Tree
SVM

TP(True Positive) 91 4 3 91 89 93

TN(True Negative) 220 358 299 227 350 350

FP(False Positive) 152 14 73 145 22 22

FN(False Negative) 33 120 121 33 35 31

<Table 4> Numbers of Correct and Incorrect Classification Instances

실시하여 모든 데이터가 실험에 쓰일 수 있도

록 하 다.

4.4 실험 결과  분석

<Table 4>는 정확도 계산에 사용된 TP, TN, 

FP, FN 각각의 개수를 나타낸다. Dataset EH

에서는 유아가 실제로 스트 스를 받는 상태

를 바르게 측한 TP가 매우 음을 확인할 

수 있다. 이는 본 논문에서 의 외 인 상황을 

가정하기 해 데이터의 상태 값을 편향 으로 

구성하여 불균형이 생겼기 때문으로 해석된다. 

특히 Dataset EH의 DT 모델 결과의 경우 유사

한 변수 정보량을 가지는 변수들  큰 값을 

갖는 하나의 변수만으로 가지를 개하는 규칙

(Rule) 기반 모델의 한계인 것으로 단된다. 

반면 Dataset IH에서 TP는 DT 모델과 

SVM 모델에서 각각 89개, 93개로 Dataset EH

의 TP에 비하여 크게 증가하는 것을 확인할 

수 있다. 이는 곧 심박 데이터가 DT 모델에서 

상  결정노드에 치하여 성능을 향상시켰으

며, SVM 모델 한 더 정교한 별경계를 가

질 수 있음을 보여 다. 즉, Dataset IH에서 

TP의 증가가 모델 정확도 향상에 향을 끼쳤

으며 이는 곧 음성 데이터와 심박 데이터의 조

합이 유아의 스트 스 상태를 식별하기에 

합함을 의미한다.

<Table 5>는 각 데이터 집합에 따른 분류 

모델의 민감도, 특이도, 일반 정확도, 균형된 

정확도를 보여 다. 실험 결과, 세 가지 분류모

델의 일반 정확도와 균형된 정확도 평균은 

Dataset EH에서 각각 65.52%와 52.47%를 나

타냈으며 Dataset IH에서 80.64%와 78.23%를 

나타냈다.

분류 모델은 균형된 정확도로 성능 측정 시, 

일반 정확도에 비하여 낮은 성능을 보임을 확인

할 수 있다. 균형된 정확도는 민감도와 특이도에 

의해 계산되어 클래스 불균형에 의해 발생하는 

오류를 구분할 수 있기 때문이다. Dataset EH에

서 DT와 SVM의 낮은 균형된 정확도는 민감도

가 0에 가까운 것으로 보아 다수의 인스턴스

를 로 분류하 기 때문인 것으로 단된다.

실험 결과를 통하여 음성 데이터만 사용하

을 때보다 음성  심박 데이터의 조합을 사용하

을 때 모델이 더 좋은 성능을 보이는 것을 

검증하 다. 즉, 음성 데이터만으로 유아의 

스트 스 상태를 식별하기에는 한계가 존재하

여 보조 인 수단이 필요하며 심박 데이터를 

추가한 음성  심박 데이터의 조합이 그 한계를 

충하여 성능 개선을 보인 것으로 분석된다.
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Datasets

Classifiers

Sensitivity Specificity Accuracy Balanced Accuracy

EH IH EH IH EH IH EH IH

NB 73.39 73.39 59.14 61.02 62.7 64.11 66.27 67.21

DT 3.23 71.77 96.24 94.09 72.98 88.51 49.74 82.93

SVM 2.42 80.38 75 94.09 60.89 89.31 41.4 84.55

Average 26.35 75.18 76.79 83.07 65.52 80.64 52.47 78.23

<Table 5> Performances of Classifiers According to Dataset Used

<Figure 6> Improvements According 

to Datasets in Terms of 

Accuracy and Balanced 

Accuracy

다음으로 세 가지 분류모델의 성능을 비교

하기 하여 Dataset IH에서 가장 좋은 성능

을 보인 SVM 모델을 다른 모델과 비교하 을 

때의 일반 정확도  균형된 정확도의 향상률

(Improvements)을 확인하 다. 정확도 향상률은 

식 (10)과 같이 계산된다. 여기서 은 

SVM 모델의 일반 정확도  균형된 정확도를 

나타내며, 은 비교 모델의 일반 정

확도  균형된 정확도를 의미한다.

   



  (10)

Dataset IH에서 SVM 모델의 일반 정확도

는 DT 모델과 NB 모델 비 약 0.9%, 39.31%

의 향상률을 보 으며, 균형된 정확도는 각각 

1.96%, 25.8%의 향상률을 보 다. SVM 모델

의 향상률은 NB 모델에 비하여 에 띄는 

향상률을 보여 다. 반면 DT 모델 비 향상

률은 미미함을 확인할 수 있다. 이는 DT 모델

과 SVM 모델이 Dataset IH에서 모두 높은 확

률로 유아의 스트 스 상태를 분류하 기 

때문이다. 그러나 Dataset EH에서 DT 모델이 

SVM 모델보다 더 좋은 성능을 보 던 것을 

감안하 을 때, Dataset IH에서 SVM 모델이 

DT 모델보다 높은 결과를 가져온 것은 음성 

 심박 데이터 조합이 SVM 모델에서 보다 

강력한 성능을 낼 수 있는 것으로 단된다.

<Figure 6>은 두 데이터 집합 비 일반 정

확도와 균형잡힌 정확도의 향상률을 나타낸다. 

실험 결과, 세 가지 분류모델은 Dataset IH를 

사용하 을 경우 모두 Dataset EH 비 더 나

은 성능을 보여 다. SVM 모델의 경우 일반 

정확도와 균형된 정확도에서 각각 약 46%, 

104%로 가장 높은 정확도 향상률을 보 다. 특

히 균형된 정확도를 사용하 을 때 크게 향상

되는 것을 확인할 수 있으며 이는 Dataset EH

에서 발생한 불균형 데이터 집합으로 인한 오

류를 음성  심박 데이터의 조합을 통해 개선

하 음을 의미한다. 
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반면, NB 모델은 두 데이터 집합에서 모두 

정확도 약 60% 의 히 낮은 결과를 보

다. 이는 본 실험에서 사용된 데이터 집합

이 입력벡터 속성의 개수에 비하여 은 입력

벡터의 수를 가지기 때문에 다음과 같은 한계

을 지닌 것으로 분석된다. 실험 결과, 인스

턴스 각 속성의 확률 값이 체로 0에 근사하

고 이에 연속 인 곱으로 입력벡터가 상태

에 속할 확률이 0에 수렴하 다. 따라서 조건

부 확률 식에 로그 변환 도입이 필요할 것으

로 단된다.

5. 결  론

본 논문에서는 생체신호를 활용하여 유아

의 스트 스 상태를 식별하는 모델을 제안하

다. 감정 표 이 서툰 유아의 경우 험 상

황이 사후에 밝 지며 문제가 가 되기 때문

에, 실시간 으로 유아의 스트 스 상태를 

악하여 험 상황을 인지하기 한 방법론

을 고안하 다. 생체신호로서 유아의 감정을 

나타낼 수 있는 음성 데이터와 심박 데이터를 

활용하 으며, 기계학습 기반의 모델을 생성하

여 유아의 스트 스 상태를 식별하 다.

제안 모델은 음성  심박 데이터의 조합을 

사용하 을 때 가장 우수한 성능을 나타내었

다. 한 스마트 밴드를 통해 생체신호를 수집

하고 제안 모델을 통해 식별된 유아의 스트

스 상태를 실시간으로 모바일 어 리 이션

에 송하는 임워크를 제안하 다. 이를 

통해 보호자는 유아의 험 상황을 즉각

으로 인지하고 빠르게 처할 수 있을 것이다.

본 논문의 연구 결과는 두 생체신호의 조

합을 활용한 유아 스트 스 상태식별 모델 

 제안 임워크가 실제 유아의 험 상

황에 용될 수 있는 가능성을 시사한다. 추

후 어린이집  보호자의 조를 통해 유아

를 상으로 한 실험 환경이 조성된다면 실제 

상황에서 모델을 검증할 수 있을 것으로 기

된다.

한 가속도계, 자이로스코  센서 등 유

아의 움직임을 감지할 수 있는 생체 센서를 추

가하여 구제척인 유아의 행동 패턴을 분석

하고 보다 정교한 유아의 스트 스 상태식

별 모델을 수립하고자 한다.
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