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초   록

기계학습(machine learning)이란 주어진 데이터에 대한 일반화 과정으로부터 특정 문제를 

해결할 수 있는 모델(model) 생성 기술을 의미한다. 우수한 성능의 모델을 생성하기 위해서는 

양질의 학습데이터와 일반화 과정을 위한 학습 알고리즘이 준비되어야 한다. 성능 개선을 위한 

한 가지 방법으로서 앙상블(Ensemble) 기법은 단일 모델(single model)을 생성하기보다 다중 

모델을 생성하며, 이는 배깅(Bagging), 부스팅(Boosting), 스태킹(Stacking) 학습 기법을 포함한다. 

본 논문은 기존 스태킹 기법을 개선한 다중 스태킹 앙상블(Multiple Stacking Ensemble) 학습 

기법을 제안한다. 다중 스태킹 앙상블 기법의 학습 구조는 딥러닝 구조와 유사하고 각 레이어가 

스태킹 모델의 조합으로 구성되며 계층의 수를 증가시켜 각 계층의 오분류율을 최소화하여 

성능을 개선한다. 4가지 유형의 데이터셋을 이용한 실험을 통해 제안 기법이 기존 기법에 비해 

분류 성능이 우수함을 보인다.

ABSTRACT

Machine learning refers to a model generation technique that can solve specific problems 
from the generalization process for given data. In order to generate a high performance 
model, high quality training data and learning algorithms for generalization process should 
be prepared. As one way of improving the performance of model to be learned, the Ensemble 
technique generates multiple models rather than a single model, which includes bagging, 
boosting, and stacking learning techniques. This paper proposes a new Ensemble technique 
with multiple stacking that outperforms the conventional stacking technique. The learning 
structure of multiple stacking ensemble technique is similar to the structure of deep learning, 
in which each layer is composed of a combination of stacking models, and the number 
of layers get increased so as to minimize the misclassification rate of each layer. Through 
experiments using four types of datasets, we have showed that the proposed method 
outperforms the exiting ones.
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<Figure 1> Deep Learning Architecture

1. 서  론

기계학습 기법 중의 하나인 앙상블(Ensemble) 

기법[2, 10, 22]은 다수의 약한 학습기(weak 

learner)를 결합하여 하나의 강한 학습기(strong 

learner)를 생성한다. 앙상블 기법에는 투표

(voting) 방식을 이용한 배깅(Bagging) 기법[1], 

가중 투표(weighted voting) 방식을 이용한 부스

팅(Boosting) 기법[14], 그리고 단일 모델(single 

model)로부터 얻어낸 예측 값을 학습 데이터로 

삼는 스태킹(Stacking) 기법[15]이 있다.

본 논문은 앙상블 학습 기법 중에서 가장 성

능이 우수한 스태킹 기법을 개선하기 위해 딥

러닝(deep learning) 아키텍처와 유사한 다중 

스태킹 앙상블(Multiple Stacking Ensemble) 

기법을 제안한다.

다중 스태킹 앙상블 기법은 <Figure 1>과 

유사한 형태를 띠며, 입력층(input layer)은 단일 

모델, 은닉층(hidden layer)은 각 모델의 조합으

로 이루어진 스태킹 모델로 구성되고 출력층

(output layer)은 최종 분류기에 해당한다. 은닉

층과 출력층으로 이루어진 인공신경망(artificial 

neural network)[5]과 단일 모델, 메타 모델(meta 

model)로 분류하는 스태킹 기법이 2개의 레이어

로 구성되어 있다는 점을 착안하여 은닉층의 

개수가 2개 이상인 딥러닝 아키텍처와 유사하게 

구성하였다. 노드간의 가중치를 학습하는 딥러

닝 아키텍처와는 다르게 제안 기법의 학습 아키

텍처는 단일 모델의 예측 값에 대한 가중치를 

학습한다는 것이다. 관련 연구로는 스태킹 기법

을 이용하여 멀티 계층 앙상블 학습 기법을 제안

한 논문[4, 11, 20]이 있다. El-Khatib et al.[11]은 

스태킹을 확장하여 기본 계층, 앙상블 계층, 일반

화 계층의 3개의 계층으로 구성된 알고리즘을 

제안하였다. 이에 대해 본 논문은 El-Khatib et 

al.[11]의 제안 기법보다 여러 개의 계층을 추가하

여 딥러닝 구조와 유사한 형태로 생성했다는 

점이 차별화 된다.

본 논문의 구성은 다음과 같다. 제2장은 본 

논문에 대한 연구배경을 살펴보고 제3장은 본 

연구에서 제안하는 다중 스태킹 앙상블 기법을 

설명한다. 제4장은 다양한 데이터를 사용하여 
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실험한 결과를 보이며 마지막으로 제5장은 결

론 및 향후 연구를 서술한다.

2. 배경 지식 및 관련 연구

이 절은 본 연구에서 사용하는 다중 스태킹 

기법의 기반이 되는 앙상블 기법에 대해 설명한다.

앙상블 기법은 주어진 학습 데이터로부터 다

수 개의 모델을 생성하고 이들을 조합하여 개선

된 모델을 생성한다. 특히 개별 모델이 50% 이

상의 정확도를 가질 때 성능이 우수하다. 앙상블 

기법은 배깅, 부스팅, 스태킹으로 구분된다.

배깅(Bagging)은 Bootstrap Aggregating의 

약자로서, 주어진 학습 데이터로부터 임의로 

복원 추출하여 동일한 크기로 다수 개의 소규

모 학습 데이터를 구성한다(<Figure 2> 참조). 

이에 대한 학습 과정으로부터 얻어진 다수 개

의 약한 학습기를 가지고 최종 분류(또는 예측)

를 위해 투표 방식을 수행한다. 이러한 배깅 과

정은 개별 모델들의 분산을 크게 하여 모델의 

성능을 높인다.

<Figure 2> Bagging Architecture 

부스팅 기법이란 배깅 기법과는 달리 생성된 

다수 개의 모델들이 동등하지 않게 취급되며, 

각 모델이 부여된 가중치가 최종 분류를 위한 

투표에 반영된다(<Figure 3> 참조). 초기 단계

에서 주어진 학습 데이터를 모두 학습하여 모

델을 생성한 후, 생성된 모델로부터 데이터를 

분류하였을 때 잘 분류된 데이터는 가중치를 

적게 주고, 잘못 분류된 데이터는 가중치를 높

게 줌으로써 가중치가 조절된다. 이렇게 가중

치가 부여된 데이터에 대하여 임의 추출 과정

을 통해 연속적으로 새로운 모델을 생성하게 

된다. 결과적으로 신뢰도가 상이한 여러 모델

들로 가중 투표 방식을 통해 분류 작업을 수행

한다. 이러한 부스팅 과정은 편향(bias)을 조정

함으로써 모델의 성능을 높인다.

<Figure 3> Boosting Architecture

마지막으로 스태킹 기법은 <Figure 4>에서 

보는 바와 같이, 두 개 이상의 학습 알고리즘을 

이용하여 생성된 모델로부터 얻어진 예측 값 

자체를 학습 데이터로 삼아 메타 모델(또는 메

타 분류기)을 생성하는 기법이다. 스태킹 기법

은 각 개별 모델이 독립적이라고 가정하기 때

문에 이상치(outlier)에 대응력이 높아 단일 모
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<Figure 4> Stacking Architecture

델의 오분류율보다 작은 값을 갖게 되어 성능

이 우수하다.

이에 본 논문은 개별 모델의 조합을 사용하

여 여러 개의 새로운 계층을 추가한 다중 스태

킹 앙상블 학습을 제안한다. 각 모델이 독립적

이라는 스태킹의 가정으로부터 임의의 조합을 

통해 딥러닝과 유사한 구조를 생성한다. 해당 

아키텍처는 각 계층의 오분류율을 최소화함으

로 기존 스태킹 기법보다 우수한 성능을 나타

낼 수 있다.

3. 다중 스태킹 앙상블 기법

 제2장에서 설명한 배경지식을 활용하여 본 

논문의 주제인 다중 앙상블 스태킹 기법에 대

해 설명한다.

3.1 다중 스태킹 기법의 개요

성능 개선 방법 중에 하나인 스태킹 기법은 

입력 데이터로 학습시킨 단일 모델의 예측 결

과를 학습 데이터로 하여 메타 모델을 통해 분

류한다. 스태킹 기법의 구조는 <Figure 4>와 

같이 단일 모델 부분으로 구성된  와 메

타 모델 부분인  로 총 2개의 레이어를 

갖는다.

이에 본 논문은 DNN(Deep Neural Network)

의 형태를 가지며 스태킹 기법으로 학습한 모델

들로 각 레이어를 구축하는 다중 스태킹 앙상블 

기법을 제안한다. 해당 기법은 인공 신경망과 

스태킹 기법이 2개의 레이어로 구성되어 있다는 

점을 이용하였다. 인공 신경망 아키텍처의 은닉

층을 2개 이상 가지고 있는 DNN[7]의 형태와 

유사하게 레이어 수를 증가시킴으로 분류 성능 

개선을 목표로 한다. 2개의 레이어 형태인 스태

킹 기법을 n개의 레이어로 증가시키고 스태킹 

기법으로 학습한 모델들로 각 레이어를 구성한

다. 이에 따라 n개의 레이어를 생성할 때 학습한 

모델의 예측 값들을 입력 데이터로 하여 다음 

레이어를 학습하는 과정을 반복한다. 앙상블 학

습에서 모델의 수에 따라 성능이 개선되기 때문



 다중 스태킹을 가진 새로운 앙상블 학습 기법  5

<Figure 5> The Process of Creating Multiple Stacking Architecture

에 다양한 알고리즘을 사용하였으며 과적합

(overfitting)의 가능성을 배제하기 위하여 나타

낼 수 있는 최대 개수로 모델을 선택한다.

3.2 다중 스태킹 기법 생성 방법

다중 스태킹 앙상블 기법은 스태킹 구조의 

계층을 확장시킨 것으로 생성 방법은 다음과 

같다. m개의 알고리즘 중에서 임의로 k개의 학

습 알고리즘을 선택하여 학습하면 하나의 레이

어는  

개의 모델 조합으로 구성되고 이와 같

은 레이어가 m개 생성될 수 있다. 이때, 레이어 

생성 방법은 모델  

개의 조합 중에서 임의로 

하나의 조합을 선택하여 구성하며 계층의 수 

또한 사용자의 임의로 생성할 수 있다.

예를 들어, <Figure 5>와 같이 레이어의 수

가 3개이고 각 레이어의 모델 수는 6개, 4개, 

5개로 생성한다고 가정하자. 먼저 6개의 알고

리즘을 학습하여  를 생성한다. 이어서 

 에 사용한 6개의 알고리즘 중 임의로 

선택한 4개의 알고리즘을 학습하여  를 

생성한다. 마지막으로 6개의 알고리즘 중 임의

로 선택한 5개의 알고리즘을 학습하여  

을 생성한다. 즉, m개의 학습 알고리즘 중에서 

임의로 선택한 k개의 알고리즘을 이용하여 

 

개의 모델을 가지는 레이어를 생성하며, 이

러한 과정을 사용자가 지정한 레이어 개수만큼 

반복한다. 

이때 앙상블 기법은 기존에 약한 분류기의 

결합으로 강한 분류기를 생성하기 때문에 사용

한 분류기에 따라서 성능이 달라진다. 예를 들어 

<Figure 5>와 같은 과정을 시행하였을 때와 같

이 사용자가 임의로 설정한 레이어의 수와 사용

한 알고리즘의 종류 및 개수에 따라서 다중 스태

킹 앙상블 기법의 성능이 달라진다. 따라서 본 

논문은 특정 분류 알고리즘과 레이어 수를 제시

하여 우수한 성능을 보일 수 있는 다중 스태킹 

기법의 생성 방법을 제안한다(<Table 1> 참조).
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Algorithm1 Multiple Stacking Ensemble algo-

rithm

Input: Training data 

Learning algorithms   = { ⋯   }

Number of layers n

Output: A Multiple Stacking Ensemble classifier 



Notation  : the ith classifier (model) in the jth 

layer 

Step 1: Learn m classifiers in the first layer

  1: Generate the classifiers 
⋯  learned 

by C with 

  2: for   ← 1 to   do

  3:    ’  = classification results by classifiers 
except for   with D

  4:   Learn classifiers   with  ’
  5: end for 

Step 2: Learn m classifiers in the second and 

later layers

  6: for j ← 2 to n do

  7:   for   ← 1 to   do

  8:     ’  = classification results by classifiers 
except for with D

  9:    Learn classifiers    with  ’
  10:   end for 

  11: end for

  12: return  with n layers

<Table 1> Pseudo Code of the 

Proposed Multiple 

Stacking Ensemble 

Algorithm

m개의 알고리즘에서 m-1개를 선택한 후 학

습하면 m개의 메타 모델로 구성된 하나의 레이

어가 생성된다. 여기서, j번째 레이어에서 생성

된 i번째 메타 모델을 Stacking model 라고 

표현한다. m개의   중에서 다시 m-1개를 선

택하여 학습하면 다음 레이어에 새로운 m개의 

이 생성된다. 이와 같은 과정을 반복하면 하

나의 레이어를 생성하는 모델 조합의 개수는 

 
 

개이고 결과적으로 m개의 으로 구성

된 레이어가 m개 생성된다. 따라서 하나의 레

이어를 구성하는 은 알고리즘의 수와 같으며 

다중 스태킹 기법의 구조의 레이어 개수를 알

고리즘 수와 동일하게 지정한다.

4. 실  험

4.1 실험 환경 

본 논문에서 제안하는 다중 스태킹 앙상블 

기법의 효율성을 보이기 위하여 사용한 분류 

알고리즘은 SVM(Support Vector Machine)[6], 

의사결정나무(Decision Tree)[13], 랜덤포레스

트(Random Forest)[3], k-최근접 이웃(k-Nearest 

Neighbor, k-NN)[21], 나이브 베이즈(Naive 

Bayes)[12]이다. SVM 알고리즘의 경우 선형분

리 커널(Linear kernel)과 RBF 커널(RBF ker-

nel)을 이용하여 실험에 사용한 분류 알고리즘은 

총 6개이다. 해당 알고리즘으로 생성된 모델로부

터 각 레이어 별 성능평가를 위해 로지스틱 회귀

(Logistic regression) 알고리즘을 사용하였다

(<Figure 6> 참조). 실험을 진행한 데이터는 1) 

타이타닉 생존예측[8], 2) 성인들의 임금예측

[16], 3)독일인의 신용 대출 여부 예측[18], ４) 

자궁질환 암 예측[17]으로 총 4가지이며, Kaggle[9]

와 UCI Repository[19]에서 참고하였다. 본 실험

은 4가지 데이터 모두 동일한 조건으로 진행하였

으며 모든 데이터는 이진분류(binary classi-

fication)를 목적으로 한다. 또한 주어진 데이터

에서 학습 데이터(training data)와 테스트 데이

터(test data)를 8:2의 비율로 나누어 실험하였으

며 k-겹 교차검증법(k-fold cross validation)기

법을 사용한다.
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<Figure 6> Ensemble Structure of Multiple Stacking Technique

<Figure 7> Multiple Stacking Architecture with the Maximum Number of 

Layers Composed of 6 Models

<Figure 6>과 같이 각 데이터셋에 대하여 

앞서 언급한 6개의 알고리즘을 이용하여 학습

을 진행하였고, 생성된 모델을 순서대로 한 가

지씩 제외하는 방법을 통해 각 레이어 별로 실

험하였다. 

첫 번째 레이어는 제시된 6가지 알고리즘으

로 각 모델을 학습하여 생성한다. 두 번째 레이

어 생성 과정은 SVM(Linear kernel)을 제외한 

5개의 알고리즘을 학습하고 분류된 데이터를 

메타 모델을 통해 분류할 때 각 메타 모델인 

Stacking model은 6가지 알고리즘으로 생성한

다. 세 번째 레이어는 SVM(RBF kernel)을 제

외한 5개 알고리즘을 학습하고 생성되는 데이

터를 분류하는 메타 모델은 제시된 6가지 알고

리즘으로 학습한다. 결과적으로 1개 알고리즘

을 제외한 나머지 5가지 알고리즘으로 모델을 

생성하고 Stacking model을 학습할 6개의 알고

리즘을 통해 각 레이어를 구성하는 Stacking 

model이 생성되도록 학습한다. 이와 같은 과정

을 반복하여 <Figure 7>과 같이 6개의 단일 모

델로 생성되는 다중 스태킹 기법의 최대 레이

어 개수는 6개로 지정한다.
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4.2 실험 데이터 

4.2.1 타이타닉(Titanic) 데이터

첫 번째 실험에 사용한 데이터는 타이타닉 

생존 분류(Titanic survived classification)로, 

총 11개의 특징(feature)을 가지고 있으며 891개 

데이터는 학습 데이터 712개, 테스트 데이터 179

개를 포함하고 있다. 생존 여부를 예측하는 데이

터 집합으로 Survived일 때 1, Not Survived 

일 때 0으로 분류한다. 

4.2.2 성인(Adult) 데이터

성인의 소득 분류(Adult income classifica-

tion) 데이터로, 소득 금액이 50K보다 큰 값을 

갖게 되면 1, 작은 값은 0으로 분류하는 데이터

이다. 총 14개의 특징을 가지고 있으며 48,842개

의 데이터 중 결측값을 제외한 32,560개를 사용

하였다. 학습 데이터 26,048개, 테스트 데이터 

6,512개를 포함한다.

4.2.3 신용(Credit) 데이터

해당 데이터는 독일인의 수입에 따른 신용 

여부 데이터로 대출 승인을 위해 Credit Yes는 

1, No는 0으로 분류하는 데이터이다. 8개의 특

징으로 구성되어 있고 1,000개의 데이터 중 학

습데이터는 800개, 테스트 데이터는 200개이다.

4.2.4 자궁질환(Cervical) 데이터 

자궁질환 데이터는 여성 질환인 자궁경부암 

여부 데이터로 암인 경우 1, 암이 아닌 경우는 

0으로 구분하여 분류하는 데이터이다. 총 36개

의 특징으로 구성되어 있으나 유의미하지 않은 

특징을 제외하여 실제 실험에 사용한 특징은 

11개로 858개의 데이터에서 학습데이터는 687

개, 테스트 데이터는 171개이다.

<Table 2>는 실험에 사용된 데이터들의 기

본적인 명세를 보여준다. 

Dataset 
name

Number 
of 

features

Number 
of 

records

Binary classi-
fication

Titanic
Data

11 891
Survived : 1
Not survived : 0

Adult
Data

11 48842
Income ≤ 50K : 1
Income > 50K : 0

Credit
Data

8 1000
Credit Yes : 1
Credit No : 0

Cervical 
Data

8 858
Cancer : 1
No Cancer : 0

<Table 2> Datasets

4.3 실험 결과

<Table 3>은 제4.2절의 데이터로 실험한 결과

를 각 레이어별 성능 개선에 대해 정리한 표로써 

정확도(accuracy)와 F1-score를 통해 성능 증가

를 나타냈다. 타이타닉, 성인, 자궁암 데이터의 

경우 첫번째 레이어( )보다 이 후 레이어

의 성능이 개선되고 최종 레이어( )에 가

까워질수록 더 이상 성능 변화가 일어나지 않는

다는 것을 알 수 있다. 일반적으로 레이어의 수가 

증가하면 각 층의 오분류율이 작아지기 때문에 

성능이 개선되고 일정 레이어에 가까워질수록 

성능 변화가 일어나지 않는다. 하지만 신용데이

터의 경우에는 레이어가 증가함에 따라 성능이 

개선되다가 일정 레이어( )를 기점으로 

성능이 감소하는 것을 확인하였다. 다중 스태킹 

앙상블 기법의 형태인 딥러닝 구조에서도 레이어 

수가 임계점을 넘어가면 과적합의 결과를 초래하
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<Figure 8> Average Classification Performance

　Data Performance Titanic Data Adult Data Credit Data Cervical Data

 
Accuracy 0.8401 0.8324 0.7300 0.9532

F1-score 0.8395 0.8019 0.7041 0.9448

 
Accuracy 0.8687 0.8423 0.7400 0.9717

F1-score 0.8453 0.8311 0.7177 0.9632

 
Accuracy 0.8759 0.8541 0.7500 0.9791

F1-score 0.8590 0.8409 0.7345 0.9687

 
Accuracy 0.8759 0.8590 0.7500 0.9791

F1-score 0.8590 0.8509 0.7345 0.9687

 
Accuracy 0.8759 0.8590 0.7000 0.9791

F1-score 0.8590 0.8509 0.5764 0.9687

 
Accuracy 0.8759 0.8590 0.7000 0.9791

F1-score 0.8590 0.8509 0.5764 0.9687

<Table 3> Classification performance in each layer 

게 되어 오히려 성능이 좋아지지 않은 경우가 

생긴다. 따라서 제안하는 기법의 구조에서도 최

적의 레이어 개수를 결정하는 문제는 현재로서 

실험적으로 접근하고 있으며 실험 결과를 바탕으

로 최대 m개의 레이어가 생성되더라도 더 이상의 

우수한 성능 변화가 나타나지 않는 최적의 레이

어 개수가 존재한다고 볼 수 있다. 

<Figure 8>은 <Table 3>의 내용을 시각화 

한 것으로 레이어 수에 따른 성능 변화를 그래

프 형태로 나타내었다. 각 데이터의 최대 성능

은 타이타닉 87.59%, 성인 85.41%, 신용 75%, 

자궁암 97.17%이고 기존 스태킹을 적용한 첫 
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　 Base_stacking Proposed_stacking Improved ratio

Titanic Data
Accuracy 83.24% 85.72% 2.97%

F1-score 75.96% 79.98% 5.29%

Adult Data
Accuracy 82.90% 84.15% 1.51%

F1-score 79.78% 82.41% 3.30%

Credit Data
Accuracy 72.87% 74.24% 1.88%

F1-score 69.55% 72.51% 4.26%

Cervical Data
Accuracy 93.21% 95.96% 2.95%

F1-score 92.11% 94.41% 2.50%

<Table 4> Average Classification Performance

<Figure 9> The Average Execution Time of Stacking Algorithms

번째 레이어의 성능보다 개선된 것을 실험을 

통해 확인할 수 있다.

<Table 4>는 각 데이터에 대해 기존 스태킹 

기법(Base_stacking)과 제안 기법(Proposed_

stacking)의 평균 성능 증가를 비교한 표이다. 

기존 스태킹 기법은 다중 스태킹 앙상블 기법

의 실험 환경과 동일하게 6가지 알고리즘인 

SVM with linear kernel, SVM with RBF, 

Decision Tree, Random Forest, k-NN, Naive 

Bayes를 사용하였고 최종적으로 성능을 확인

하기 위해 로지스틱 회귀를 통해 분류하였다. 

각 실험 데이터에서 분류 성능 결과를 보면 정

확도와 F1-score의 증가율이 가장 높은 데이터

는 타이타닉 데이터이다. 실험 데이터들의 정

확도 증가율은 최소 1.5%에서 최대 2.9%이고, 

F1-score는 최소 2.5%에서 최대 5.29%로 기존 

스태킹 기법보다 다중 스태킹 앙상블 기법의 

성능이 향상된 것을 확인할 수 있다. 

다중 스태킹 앙상블 기법의 경우 기존 스태

킹 기법의 확장이기 때문에 수행 시간이 오래 

걸린다는 단점이 있다. 특히 데이터의 수가 가

장 많은 성인 데이터의 경우 수행시간이 가장 

오래 걸렸다. 이에 대한 내용을 <Figure 9>를 

통해 확인할 수 있다. 이때 성인 데이터는 기존 

스태킹 기법보다 다중 스태킹 앙상블 기법의 

수행시간이 더 짧았는데 이에 대해 데이터 수

가 많은 경우 대한 실험을 추후 연구를 통해 

비교하는 실험을 진행할 예정이다.
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다중 스태킹 앙상블 기법을 이용하여 기존의 

스태킹 기법보다 평균 약 2～3% 정도 성능이 

개선됨을 확인했다. 또한 일정한 개수의 레이

어가 생성되면 가장 우수한 성능이 나타나게 

되고 이후에는 더 이상 성능이 개선되지 않거

나 감소하는 것을 알 수 있다. 

다중 스태킹 앙상블 기법을 이용한 실험에서 

성능 증가율이 적다고 생각할 수도 있으나 정

확도 측면에서 유의한 성능 개선으로 볼 수 있

고 데이터의 수가 많은 경우 수행 속도의 개선

이 있는 것으로 보아 데이터 수에 대한 비교 

실험을 진행해 볼 수 있을 것이다. 또한 딥러닝 

아키텍처와 유사하게 스태킹 기법을 응용했다

는 것에 대해 의의를 둔다. 

5. 결 론

성능 개선을 위한 방법인 앙상블 기법 중에 

우수한 성능을 보이는 스태킹 기법을 개선한 

다중 스태킹 앙상블 학습 기법에 대해서 소개

하였다. 해당 기법은 각 레이어가 스태킹 모델

을 구성하면서 딥러닝 구조와 유사한 형태를 

띠며 레이어의 개수를 조정할 수 있다. 특히, 

m개의 단일모델에서 1개를 제외한 m-1개의 

모델로 다음 레이어를 생성하는 과정을 반복할 

때 성능이 우수하게 나타난다. 

추후 연구에서 다양한 데이터에서 적용될 수 

있는 다중 스태킹 앙상블 기법의 최적 레이어 

개수를 찾는 것을 목표로 한다. 또한, 단순한 모델 

조합에서 그치는 것이 아니라 실제 DNN 기법과 

유사하게 모델의 결과 값에 할당되는 가중치를 

자동으로 업데이트할 수 있도록 한다. 더 나아가 

업데이트된 가중치로 결과 값의 예측(또는 분류) 

성능을 개선할 수 있는 추가적인 알고리즘 개발

을 통해 일반화된 기법을 기대할 수 있다.
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