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초   록

최근 패션업계에서는 급속도로 발전하는 딥러닝 방법론을 활용하려는 시도가 늘고 있다.
이에 따라 다양한 패션 관련 문제들을 다루는 연구들이 제안되었고, 우수한 성능을 달성하였다.
하지만 패션 스타일 분류 문제의 경우, 기존 연구들은 한 옷차림이 여러 스타일을 동시에 포함할
수 있다는 패션 스타일의 특성을 반영하지 못하였다. 따라서 본 연구에서는 동시에 존재하는
레이블 간의 종속성을 모델링하고, 이를 반영하여 패션 스타일의 다중 분류 문제를 해결하고자
한다. 패션 스타일 사이의 종속성을 포착하고 탐색하기 위해 GCN(graph convolution network)
기반의 다중 레이블 인식 모델을 적용하였다. 또한 전이학습을 통해 모델의 학습 속도 및 성능을
향상시켰다. 제안하는 모델은 웹 크롤링을 통해 수집한 SNS 이미지 데이터를 이용하여
검증하였으며, 비교 모델 대비 우수한 성능을 기록하였다.

ABSTRACT

Recently, there are increasing attempts to utilize deep learning methodology in the fashion
industry. Accordingly, research dealing with various fashion-related problems have been
proposed, and superior performances have been achieved. However, the studies for fashion
style classification have not reflected the characteristics of the fashion style that one outfit
can include multiple styles simultaneously. Therefore, we aim to solve the multi-label classi-
fication problem by utilizing the dependencies between the styles. A multi-label recognition
model based on a graph convolution network is applied to detect and explore fashion styles'
dependencies. Furthermore, we accelerate model training and improve the model's
performance through transfer learning. The proposed model was verified by a dataset
collected from social network services and outperformed baselines.
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1. 서 론

최근빅데이터및인공지능이활발하게연구

되면서 여러 산업 분야에 걸쳐 이를 활용한 문

제 해결 방법론 및 서비스가 제안되고 있다[13,

17, 24]. 패션업계 또한 그런산업 분야 중하나

로, 빅데이터를 활용하여 수요를 예측하고, 트

렌드를 분석하여 유행 관련 상품을 제작 하는

등 빅데이터 및 인공지능 기술을 실제 상품 개

발 및 서비스에 연결하고자 노력하고 있다[20].

빅데이터와인공지능기술을접목해패션이

미지를 분석하려는 시도는다양한인공지능방

법론을통해시도되고있다. 특히딥러닝기반의

방법론인 합성곱 신경망(convolution neural

networks, CNN)[12]이 이미지 인식에효과적임

이밝혀짐에따라 CNN을활용하여패션이미지

의스타일, 모양, 질감등의속성을학습및예측

하는연구가진행중이다[5, 15]. 패션 이미지의

스타일을 분류하는 문제의 경우 ImageNet[2]

이미지인식대회에서우수한성능을보인 Res-

Net-50 기반의 모델이 뛰어난 성능을 보였다

[23]. 하지만, 같은 차림새가 한 가지 스타일만

포함하는것은아니기때문에단일스타일레이

블의 분류를 시도한 연구는 한계가 존재한다.

현실의 상황에 적용가능하려면, 한 이미지로부

터 여러 스타일을 동시에 인식하도록 모델을

설계해야 하기 때문이다. 이에 본 연구에서는

스타일 사이의종속성을 활용하여다중스타일

인식을 수행하는 모델을 제안한다.

패션이 아닌 다른 이미지 인식 분야에서는

다중레이블인식에대한연구가활발히진행되

고 있다[10, 11, 16]. 다중 레이블 인식 연구는

크게두방향으로나눌수있는데, 레이블 간의

관계를 학습 중에 추론하는 경우[10]와 사전에

이러한 관계를 미리 알고 있다고 가정하여 이

를 활용하는 경우[11, 16]이다. 그 중 Kipf and

Welling[11]은 그래프 합성곱 네트워크(graph

convolution network, GCN)를 활용한 연구로,

레이블간관계를토폴로지형태의그래프구조

로표현하여다중레이블인식에서우수한성능

을 기록하였다.

따라서 본 연구에서는 GCN을 기반으로 하

는다중레이블 인식 모델인 ML-GCN[1]의 구

조를 적용하여 단일 스타일 분류만 가능한 기

존 연구와는 다르게, 다중 패션 스타일을 분류

할수있는모델을제안한다. 제안 모델은레이

블의 단어 임베딩으로 표현되는노드의 집합을

통해 방향성 그래프를 구축하게 된다. 그리고

그렇게형성된그래프를 GCN에투입하고레이

블 간 상호 종속적인 이미지 인식을 위한 매핑

함수를학습하여최종스타일분류를수행한다.

본논문에서제안하는 모델을학습하고 평가하

기 위한 이미지는 실제 사회 관계망 서비스

(social network service, SNS)로부터 수집되

었다. 패션 전문가가 수집된 이미지의 다중 스

타일 레이블링을 수행하고, 검수하여 양질의

데이터 셋을 확보하였다.

본논문의구성은다음과같다. 제 2장에서는

다중 레이블 인식을 위한 다양한 연구들에 대

한검토를진행한다. 제 3장에서는적용한모델

의구조와이론적배경을설명한다. 제 4장에서

는 실험을 위해 사용된 데이터 및 실험 환경을

제시하고 결과 분석을 진행한다. 마지막으로

제 5장에서는본 연구의요약과결론을내린다.

2. 관련 연구

다중 레이블 인식 연구에서 사용되는 손실

함수인 순위 손실(ranking loss) 함수는 입력
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값사이의상대적인거리를학습하고예측한다

[19]. 순위손실함수는 2개혹은 3개의입력쌍

으로부터 특징을 추출하고 추출된 특징 간 유

사성을 측정하는 거리 함수이다. 입력이 유사

한 경우 두 입력에 대해 유사한 표현을 추출할

수있도록 하고, 유사하지않은경우두입력에

대해유사하지않은특성을추출하도록모델을

학습한다.

대표적으로많이사용되는순위손실함수로는

pair-wise ranking loss[3] 또는 triplet ranking

loss[19]이 있다. Pair-wise ranking loss는 두

개의입력값이주어졌을때, 각입력값의순위

순서와입력에대한함수값의순서를일치시키

는 함수를 구하도록 하는 손실 함수이다. 구체

적으로, 두 입력에대한함수 값의 차이를계산

하여 순위가 높은 입력의 함수 값이 그렇지 않

은입력의함수값보다마진 이상높게학습하

는 손실함수이다. 반면 triplet ranking loss는

기준입력과같은레이블을갖는입력의임베딩

을 기준 입력과 다른 레이블을 갖는 입력의 임

베딩보다마진 이상더가깝게학습하는손실

함수이다. 즉 pair-wise ranking loss는서로다른

쌍 끼리 멀어지는 효과만 있지만, triplet rank-

ing loss는 비슷한 값들이 모이는 효과 또한 존

재한다. 그외의다중레이블인식을위한 연구

로는 사전에 정의한 각 레이블 쌍의 차이를 가

중치로 결합한 joint binary cross entropy loss

[8], 올바르게 분류되었다면 가중치가감소하고

올바르게 분류되지 않으면 가중치를 더하는

focal loss[4] 등이 있다.

다중 레이블을 갖는 이미지 인식 문제를 해

결하는 쉬운 방법은 다중 레이블 문제를 이진

분류 문제로 변환하여 각 관심 물체가 이미지

상에 존재하는지 여부를 예측하는 것이다. 하

지만 이러한 방식은 물체 간의 복잡한 토폴로

지 구조를 무시하기 때문에 한계가 명확하다.

일반적으로 한 물체는 다른 물체와 같이 존재

하기 때문에, 다중 레이블 인식의 핵심은 존재

하는 레이블 간 종속성을 모델링하는 것이다.

이를 위해 기존 연구에서는 입력 값과 레이블

간의 조건부확률기반으로 네트워크를 구성하

는 베이지안 네트워크를 구성하거나[7], 이전

입력 값에 대한 사전확률을 기반으로사후확률

을 계산하는 마르코프 연쇄 기법을 활용했다

[14]. 레이블간의네트워크구조자체를임베딩하

고자 하는 시도 또한 존재하였는데, LNEMLC

(label network embeddings for multi-label

classification) 모델은 레이블 네트워크를 커널

기법을 통해 내재화하고 분류기를 결합하였다

[22]. 최근에는 네트워크 임베딩 분야에서 높은

성능을 보이는 GCN을 통하여 레이블 간의 종

속성을 포착하고 이미지 처리를 위한 CNN 기

반의 모델을 결합하는 구조가 좋은 성능을 보

이고 있다[1].

3. 제안 방법론

본연구에서패션이미지가가지는다중레이

블인식문제를해결하기위해제안하는모형은

<Figure 1>과 같다. 구체적으로, 제안 모형은

이미지 인식을 위한 이미지 표현 학습 모델과

네트워크구조로 이루어진레이블 간의 종속성

을 임베딩하기 위한 그래프 표현 학습 모델로

구성되어 있다. 이미지 표현 학습 모델에서는

ResNet-50[9] 구조를 이용하여 2,048차원의 이

미지의 특성 벡터(D)를 추출하고, 이 때 학습

속도 및 정확도 향상을 위해서 전이학습(tran-
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sfer learning) 기법을 적용한다. 그래프 표현

학습모델에서는다중레이블을네트워크 구조

로표현한다. 이때레이블사이의연관성과각

레이블의의미를추출하기위해 GCN을 적용하

여 각 레이블 개수(C)만큼의 2,048차원의 특성

벡터(D)를 생성한다. 최종적으로, 이미지 표현

학습모델과그래프표현학습모델에서나오는

특성 벡터를 내적 하여 레이블간의 종속성을

고려한 최종 특성 벡터를 도출한다. 최종 특성

벡터는 시그모이드(sigmoid) 함수를 적용하여

각 레이블 간의 예측 확률을 계산하고, binary

cross entropy 손실 함수를통하여예측값과실

제값의 차이를 계산한다.

3.1 Image Representation Learning

CNN은 신경망 구조를 적층하여 저수준, 중

간수준, 고수준의 특징 추출이 가능한 모델이

다. CNN의 특징 추출 성능은 신경망의 깊이와

너비가 늘어날수록 향상할것이라고 기대 되어

깊은 신경망 연구가 촉발되었다[21]. 그러나 기

대와 달리깊은신경망 구조의 CNN 모델은학

습을 위한 파라미터의 개수와 연산 양이 늘어

나 학습 과정에서 기울기(gradient)가 점차 사

라져 이미지에서 추출한특징을전달하지못하

는 gradient vanishing problem이 발생한다.

ImageNet 이미지인식대회에서공개된 Res-

Net은 이러한 문제들을 해결할 수있는 구조를

가지고 있다. 먼저, ResNet은 신경망의 깊이가

늘어날수록 발생하는 오류를 최소화하기 위해

<Figure 2>와 같이 skip-connection을 도입한

다. 기존 신경망의 학습 목적이 입력 를 출력

로매핑하는 함수 을 찾는것이라고한

다면, 신경망은   을최소화하는방향으

로학습을진행한다. ResNet에서는입력과매핑

함수 값의잔차     를 정의하여,

이로부터 매핑 함수를     로 표

현한다. 이매핑함수를사용하면역전파 시잔

차를 미분하여도 최소 기울기가 1 이상이게 된

다. 즉, gradient vanishing problem를 해결하게

<Figure 1> The Proposed Model Architecture
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되어 학습 속도가 빨라지고 입력 값의 작은 변

화에도 모델이민감하게 반응하게되는결과를

만들어낸다.

이미지표현을학습하기위해본연구에서는

ResNet 구조 뿐만 아니라 전이학습 방법론 또

한 사용한다. 인간은 기존 도메인에서 얻은 지

식(knowledge)을 전달(transfer)하는 방식으로

새로운 도메인 작업을 해결할 수 있는 고유한

능력을 보유하고 있다. 하지만 기계학습 기반

의 알고리즘은 각기 다른 도메인에서 특정 업

무를 해결하도록 학습하기 때문에 독립적으로

설계된다. 따라서 도메인 변경되면 처음부터

다시 처음부터 학습해야 하는 구조를 가지고

있는데, 이러한 고립된 학습 패러다임을 극복

하기위한전이학습이많은분야에서연구되어

사용되고있다. <Figure 3>은전이학습기반의

방법을 도식화한것으로 이전 도메인에서 학습

데이터를 이용하여 모델을 학습하고, 지식 이

전(knowledge transfer)을 통해 새로운 도메인

의데이터에서모델을구현하는방식을표현하

고 있다.

한편, He et al.[9]의 저자들은 skip connec-

tion을 활용한 다양한신경망층수의 모델을 제

안하였다. 그 중 ResNet-50은 <Table 1>과 같

이 50개의 신경망이 skip connection으로 연결

되어 있는 구조를 가지고 있다. 본 연구에서는

ImageNet 이미지 인식대회 데이터 셋으로 사

전 학습된 ResNet-50 모델 가중치를 전이하여

사용한다. 또한 사전에 사용된 데이터 셋과 본

연구에서 사용하는 데이터 셋은 서로 분포가

다르기 때문에 <Table 1>의 모든 가중치를

0.0001의 학습율로 미세조정(fine tuning)하여

새로운 데이터 셋인 패션 이미지 데이터의 특

성을 학습한다.

Layer Output
size No. of Units

Convolution
layer 1

112×112
[7×7, stride 2, channel 64]
×1

Convolution
layer 2

56×56

[3×3 max pool, stride 2]×1
[1×1, channel 64]×3
[3×3, channel 64]×3
[1×1, channel 256] ×3

Convolution
layer 3

28×28
[1×1, channel 128]×4
[3×3, channel 128]×4
[1×1, channel 512]×4

Convolution
layer 4

14×14
[1×1, channel 256]×6
[3×3, channel 256]×6
[1×1, channel 1024]×6

Convolution
layer 5

7×7
[1×1, channel 512]×3
[3×3, channel 512]×3
[1×1, channel 2048]×3

Output 1×1
average pool,
1000-d fc, softmax

<Table 1> Structure of ResNet-50[9]

<Figure 2> Residual Learning : a Buil-
ding Block[9]

<Figure 3> Learning Structure of Model
Based on Transfer Learning
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3.2 Graph Representation Learning

그래프표현학습은데이터간상호작용으로

표현된 고차원의그래프 데이터를저차원의벡

터 공간으로 투영하여 그래프 데이터 학습이

가능하도록 설계된 알고리즘이다. 구체적으로

<Figure 4>와 같이 는 노드(꼭지점)들의 구

성요소를행렬로표현하고 는구성요소간의

고 관계인 엣지(변)들을 행렬로 표현함으로써

그래프   로정의한다. 그래프 데이터

의노드간유사도와성질이벡터공간에도유지

되도록노드간의유사도와임베딩된벡터간의

유사도차이를최소화하는것이중요하다. 이는

이웃 노드정보를 반영하는 (neighborhood ag-

gregation) 알고리즘에 따라 달라지며, convo-

lution filter의 가중치 공유(weight sharing)과

지역적 특징 학습(local feature learning)의 특

성을적용한것이 GCN[11]이다. 이를 일반화하

여 표현하면 식 (1)과 같이 정의할 수 있다.

<Figure 4> Visualization of a Graph
Structure

   









   (1)

여기서  이다. 즉, 엣지들의 집합에

단위 행렬을 더한 것으로 기존 A는 주변 노드

와의 연결만 표현되어 있기 때문에 그래프 합

성곱 과정에서 해당 노드 정보를 잃지 않도록

단위행렬을 추가로 더한 것이다. 









는

일반적으로 A가정규화되어있지않아 에대

한 차수 행렬 를 이용하여 정규화한 것이다.

 은 l번째신경망의노드집합으로   이면

이다.  은 l번째신경망의가중치 행렬이다.

본 연구에서그래프의각노드값은레이블에

대한 단어 임베딩 벡터 값으로, 각 엣지값은

레이블과 레이블 간의 조건부 확률로 표현된

다. 구체적으로, 노드를 표현하기위해서 wiki-

pedia 데이터 셋으로 사전 훈련된 300차원의

GloVe[18] 단어임베딩 벡터값을적용한다. 또

한, 엣지를표현하기위해본연구에사용한학

습 데이터 셋 기반으로 상관 행렬 를 사전에

구축하여사용한다. <Figure 5>는레이블 사이

의 종속성을 모델링하는 예시로, 주 레이블인

Romantic이 나타났을 때 후보 레이블 Elegant

의 동시 발생 확률을 나타내는 조건부 확률

로레이블간의종속성을모

델링하는 것을 나타내고 있다.

그러나조건부확률로생성된상관행렬 는

한계가 존재한다. 첫 번째로 레이블과 레이블

사이의동시발생확률은희소(sparse)하게나타

남으로학습시이상치가될수있다. 두번째로

훈련데이터셋과테스트데이터셋에서의주레

이블과후보레이블간동시발생확률이동일하

지않아훈련데이터셋에과적합된상관행렬

는 모델의 일반화 능력을 감소시킬 수 있다.
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이를해결하기위해임계값을사용하여조건부

확률이 임계 값 이상이면 1, 임계 값 이하라면

0으로표현된이진상관행렬을구축하여사용한

다. 또한이진상관행렬을식 (2)에대입하여가중

행렬을만드는데, 여기서  ′는가중행렬이고 는

노드자체에할당된가중치를나타낸다. 이를통해

노드의특성을전달할때는노드자체에대한고정

가중치를가지게된다. 이때, 연관성이있는노드

에 대한 가중치는 이웃 분포에 의해 결정된다.

 
′ 












≠



× if ≠

 if   

(2)

4. 실 험

4.1 실험 데이터

실험을위한데이터는 2019. 07. 01∼2019. 08.

31.의 기간동안웹크롤링을통하여수집한 SNS

이미지 데이터 셋이다. <Table 2>는 수집된

SNS 이미지에실제패션전문가가직접레이블

링을 진행한 결과로, 하나의 이미지에 대해 주

레이블한개와후보레이블다수가중복가능하

도록허용하였다. 그 결과는총 16,685개의 이미

지에 대해 레이블링 작업이 진행되었으며, 주

레이블과후보레이블이매부불균형한 분포를

가지게 되는 것을 확인할 수 있다. 이는 수집

시기의 패션 스타일 트렌드를 반영한 결과로

판단할수있다. 따라서실제실험에서는개수가

많은상위 5개레이블과상위 7개레이블에속한

이미지 데이터 셋을 사용하였다. 이 때, 70%는

훈련 데이터, 10% 검증 데이터, 20%는 테스트

데이터로 이용하였다.

<Figure 5> Example of Building Corre-
lation Matrix

　 Image Main label Sub label
Casual 6,048 36.25% 29.64%
Romantic 1,911 11.45% 12.87%
Sexy 998 5.98% 6.53%
Ethnic 972 5.83% 5.73%
Elegant 956 5.73% 8.69%
Natural 949 5.69% 6.37%
Sporty 632 3.79% 3.76%
Retro 562 3.37% 4.46%
Classic 539 3.23% 2.62%

Businesscasual 520 3.12% 2.88%
Exotic 506 3.03% 2.81%
Modern 486 2.91% 4.02%

Sophisticated 368 2.21% 2.53%
Glamorous 362 2.17% 2.30%
Manish 202 1.21% 1.17%
Hippie 157 0.94% 0.96%

Gothpunkrocker 124 0.74% 0.86%
Military 116 0.70% 0.80%
Tomboy 87 0.52% 0.47%
Kitschkidult 62 0.37% 0.28%
Hiphop 48 0.29% 0.15%
Grunge 41 0.25% 0.57%
Preppy 39 0.23% 0.43
Total 16,685 100% 100%

<Table 2> Summary of the Labeled SNS
Image Data
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4.2 실험 세팅 및 평가 방법

본연구는ML-GCN[16] 연구에서사용한파

라미터를참고하여 적용하였으며본 연구의데

이터 셋에 해당 모델을 최적화하였다. 이미지

표현학습과그래프표현학습의출력벡터차원

은 2,048 차원으로구성했으며학습률이 0.001인

Adam을 통해그래프표현학습모델을학습하

고, 학습률이 0.0001인 Adam을통해이미지표현

학습모델의가중치를미세조정하였다. <Figure

6>은 이미지 개수 상위 5개, 상위 7개 데이터

셋에서 레이블간의 상관 행렬을도식화한 그림

으로 해당 상관 행렬에서 식 (2)를 통해 가중

행렬을 도출하였다.

본논문에서는모델의다중레이블인식성능

을평가하기위해사용되는 Top k recall을 사용

하였다[6]. 이는 전제 데이터에서 모델의 상위

k개의 예측중 레이블을포함하는 데이터의 비

율을 의미한다. 다중 레이블을 가지는 데이터

셋의특성상 Top k recall을변형하여사용하였

다. 구체적으로, 전체 데이터에서 주 레이블과

후보 레이블 중 적어도 하나의 레이블이 상위

k개의 예측값에 포함되는데이터에대한 비율

인 Top k any-recall과 주 레이블과보조레이블

이모두상위 k에속하는데이터에대한비율인

Top k all-recall를 성능지표로 사용하였다.

제안하는모델의성능은이미지인식을위한

가장기본적인구조의 CNN 모델[12]와 최근 단

일 패션 스타일 인식을 위해 사용된 ResNet-

50[9] 구조의모델과비교하였다. 기본적인CNN

모델은 convolution layer, max pooling layer,

fully connected layer 구조로훈련데이터를학습

하였다. ResNet-50 모델은 ImageNet 이미지

인식대회데이터 셋으로사전학습된가중치를

전이하고 훈련 데이터를 통해 가중치를 미세

조정 하였다.

4.3 실험 결과

<Table 3>과 <Table 4>는 상위 5개의 레이

블에 대한 데이터 셋과 상위 7개의 레이블에

대한 데이터 셋에서 본 연구가 제안하는 모델

과 비교 모델들의 성능을 Top k any-recall과

Top k all-recall로 비교한 것이다.

제안 모델은 비교 모델 대비 모든 지표에서

성능이 우수한 것으로 나타났다. Top 1 any-

recall에서는 82.75%(상위 5개), 77.83%(상위

7개)으로 ResNet-50 구조의 모델보다 약 3%
<Figure 6> Correlation Matrix Top 5/7

Labels
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향상된 성능을 확인할 수 있었다. 또한 Top 2

all-recall에서는 83.61%(상위 5개), 75.50%(상위

7개)로 ResNet-50 대비 약 4% 향상된 성능을

확인할 수 있었다. 이를 통해 패션에는 스타일

레이블간에서로영향을주는유기적인연결고

리가존재하고, 이를모델의반영하는것이성능에

긍정적인 영향을 미친다는 것을 알 수 있었다.

한편, 제안모델의효과성을레이블별로확인

하기위하여레이블각각의성능을측정하였다.

<Table 5>는이에대한결과로, 상위 5개의레이

블에대한데이터셋에서 ResNet-50과 본 연구

가 제안하는 모델의 성능을 Top 2 all-recall로

측정한 것이다. 제안 모델은 모든 레이블에서

성능이우수한것으로나타났으며, 특히 Elegant

레이블에서는 제안 모델의 성능이 77.89%로

ResNet-50 대비약 6%가높은것을확인하였다.

4.4 사례 분석

<Figure 7>은 실제 테스트 이미지로 Res-

Net-50의 예측결과와제안모델의예측결과를

비교한그림이다. 첫 번째이미지에서 ResNet-

50은 Elegant, Natural 레이블을 Sexy, Natural

레이블로 잘못 예측한 반면 제안 모델은 Ele-

gant, Natural 레이블로정확하게인식할수있었

다. 실제로, Elegant-Natural의 가중치가 Sexy-

Natural보다높은것을 <Figure 6>을통해확인

할 수 있는데, 이를 통해 레이블 간 종속성이

잘학습된것을알수있었다. 앞의사례와마찬

가지로, 두 번째 이미지에서도 ResNet-50이

Romantic, Elegant 레이블로 오분류한 것을 제

안모델이 Ethnic, Elegant로 정확히예측하였다.

<Figure 6>에서 알 수 있는 것처럼, Ethnic-

Elegant의 가중치가 Romantic-Elegant 보다 컸

기때문에이로부터학습된제안모델이올바른

분류를 할 수 있었다.

Top 1 any-recall Top 2 all-recall Top 2 any-recall Top 3 all-recall Top 3 any-recall
Basic CNN 63.85% 61.08% 79.98% 78.10% 89.49%
ResNet-50 80.58% 79.10% 91.43% 90.82% 95.66%

Proposed model 82.75% 83.61% 92.73% 92.34% 96.62%

<Table 3> Performance of the Proposed and Compared Models Using in the
Top 5 Labeled Datasets

Top 1 any-recall Top 2 all-recall Top 2 any-recall Top 3 all-recall Top 3 any-recall
Basic CNN 56.87% 54.39% 72.48% 71.89% 81.67%
ResNet-50 74.19% 72.64% 86.68% 85.81% 92.66%

Proposed model 77.83% 75.50% 89.22% 88.15% 94.84%

<Table 3> Performance of the Proposed and Compared Models Using in the
Top 7 Labeled Datasets

Label name ResNet-50 Proposed
model Support

Casual 94.64% 95.06% 1,023
Romantic 80.53% 86.67% 385
Sexy 84.09% 88.19% 310
Elegant 73.26% 77.89% 211
Ethnic 75.23% 76.92% 210

<Table 5> Performance Measurement
Results of the Proposed Mo-
del and ResNet-50 for Each
Label
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<Figure 7> Comparison of Prediction
by the Proposed Model and
ResNet-50

5. 결론 및 향후 연구

본 논문에서는 하나의 패션 이미지에 여러

가지 레이블이 존재할 수 있는 상황에서 레이

블 간의 종속성을 반영하고자 ML-GCN 구조

기반의 모델을 적용한 다중 패션 스타일 인식

연구를 수행하였다. 제안한 모델은 ResNet-50

구조를 통해 이미지의 특성을 추출하였다. 이

때, ImageNet 이미지 인식대회 데이터 셋으로

사전 학습 후, 가중치를 미세 조정하는 전이학

습을 통해 분류 정확도를 높였다. 또한, 레이블

에 대한 단어 임베딩 벡터 값과 레이블 간의

조건부확률로표현된그래프데이터를 GCN을

통해 모델링하여 다중 레이블을 모델 학습에

반영 하였다.

모델학습및평가를위한데이터셋을위해,

실제 SNS의 이미지 데이터를 웹 크롤링을 통

해 수집하였다. 또한, 수집된 이미지 데이터에

대해 패션 전문가가 다중 스타일 레이블링을

진행하여 최종 데이터 셋을 구축하였다. 제안

모델은 다중 레이블 상황의 평가 지표를 통해

비교 모델대비우수한것을확인할수 있었다.

한편, 연구를진행하면서패션트렌드에따라

레이블링데이터가불균형한 분포를가지게되

는것을확인할수있었다. 이를 반영하기위한

향후 과제로, 데이터 불균형을 고려한 손실 함

수를모델에적용하여패션스타일인식성능을

향상시키고자 한다. 또한 제안 모델의 이미지

표현학습모델을 ResNet-50이 아닌최신성능

의 이미지 인식 모델로 변경하여 보다 우수한

패션 스타일 인식 모델을 구축하고자 한다.
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